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Resumo

Este trabalho de conclusão de curso apresenta um sistema de acompanhamento
de um alvo móvel em uma sequência de vídeo capturada em tempo real. Para
a composição do sistema, são associados o algoritmo de rastreamento por cor
camshift, uma versão adaptativa do conhecido mean shift, e dois algoritmos de
predição de estado da linha do filtro de Kalman, sendo um deles uma implemen-
tação robusta particularmente adequada a aplicações de tempo real. São forne-
cidos aspectos introdutórios referentes aos componentes do sistema, iniciando-se
com a apresentação do espaço de cores HSV, que, por separar as componentes
de crominância e de luminância das cores, é mais adequado do que o tradicional
RGB a aplicações como segmentação e rastreamento. A seguir, é descrito o algo-
ritmo de projeção reversa de histograma, utilizado para construir uma distribuição
de probabilidade de cor, que indica, para cada pixel de um quadro do vídeo, a
probabilidade de que o mesmo pertença ao alvo, conforme representado por um
histograma-modelo da componente de matiz de seus pixels. O algoritmo mean
shift é apresentado como uma maneira de se determinar a região de máxima pro-
babilidade de pertencimento ao alvo na cena, e, na sequência, é mostrada a forma
como o camshift o aprimora com o ajuste adaptativo do tamanho da janela de busca,
tornando o rastreamento mais robusto. Após a descrição dos algoritmos predito-
res nominal e robusto, segue-se uma visão geral do sistema de rastreamento, com
sua interface e sua sequência de atividades. Por fim, são mostrados os resultados de
uma avaliação de desempenho conduzida a fim de testar a eficiência computacional
do sistema e de comparar os preditores empregados.

Palavras-chave: acompanhamento de alvos, filtragem robusta, processa-
mento de imagens.
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Abstract

This text presents a tracking system for a mobile target in a video sequence that
is captured in real-time. To compose the system, an association is made between
the color-tracking algorithm camshift, an adaptive version of the well-known mean
shift, and two state prediction algorithms similar to the Kalman filter; one of them
is a robust implementation, which is suitable for real-time applications. Introduc-
tory aspects of the components of the system are presented, beginning with the
description of the HSV color space, which, by separating the chrominance and
luminance components of the colors, becomes more suitable for applications like
segmentation and tracking than the traditional RGB space. Next, the histogram
backprojection algorithm is described as a way of creating a color probability dis-
tribution, which indicates, for each pixel of a frame of the video, the probability
that it belongs to the target, which is represented by a model histogram of the hue
component of its pixels. The mean shift algorithm is presented as a procedure to
determine the region with the maximum probability of pertaining to the target in
the scene; then it is shown how camshift improves it with the adaptive adjustment
of the size of the searching window, what makes the tracking more robust. After
the description of the nominal and robust prediction algorithms, follows an over-
view of the tracking system, including its interface and its sequence of activities.
Finally, the results of an evaluation of performance are presented, with the objec-
tives of assessing the computational efficiency of the system and of comparing the
two estimators.

Keywords: target tracking, robust filtering, image processing.
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1 Introdução

São abundantes as possíveis aplicações do acompanhamento
de alvos móveis em vídeos: mecanismos de interação homem-
máquina, vigilância e segurança, comunicação e compressão,
realidade aumentada, controle de tráfego, entre outras. Dadas a
grande quantidade de dados contida no vídeo e a complexidade
das sucessivas cenas e da interação do alvo com as mesmas, o
rastreamento é, em geral, uma atividade desafiadora e deman-
dante em termos de tempo computacional. Por isso mesmo,
tem sido frequente a publicação de trabalhos que desenvolvem
ou adaptam diferentes estratégias a instâncias específicas do
problema.

Em geral, sistemas de acompanhamento de alvos possuem
dois componentes principais: representação e localização do
alvo, e filtragem e associação de dados. O primeiro está rela-
cionado à identificação do objeto que se move na cena, a cada
quadro. Para isso, frequentemente faz-se uso de técnicas de
processamento de imagens, que incluem transformações e seg-
mentação. Muitas das técnicas se baseiam em características
como cor e geometria do alvo para localizá-lo na cena [1], ou
em uma combinação de mais de uma delas [8].

Estimadores de estado, como filtros e preditores, são úteis
de diferentes formas ao processo de acompanhamento do alvo,
e têm sido empregados em diversos trabalhos [7] [11] [6]. Atra-
vés da incorporação de informações medidas da cena ou do ob-
jeto, e da utilização de um modelo dinâmico subjacente para o
movimento do mesmo, os estimadores permitem que se eleve a
robustez do rastreamento em relação a inconvenientes e a ruí-
dos em geral, como oclusões do alvo e vibrações da câmera.
Além disso, preditores podem servir para reduzir a janela de
processamento do quadro subsequente, aumentando a eficiên-
cia do processo.
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Este trabalho de conclusão de curso apresenta um sistema de
acompanhamento de trajetória de um alvo móvel, o qual agrega
segmentação e rastreamento baseados no algritmo camshift [3]
[12] [4], derivado do conhecido mean shift [10], ao preditor ro-
busto desenvolvido em [16] e [5]. Trata-se de um algoritmo
preditor eficiente e especialmente adequado a aplicações de
tempo real. A abordagem adotada assemelha-se à dos traba-
lhos [15], [18] e [14], nos quais é apresentado um sistema de
rastreamento de dedos.

Permitindo a seleção, pelo usuário, do objeto a ser rastre-
ado, o programa apresenta, em tempo real, a avaliação do de-
sempenho do estimador robusto quanto às predições produzi-
das, comparando-a àquela de um estimador nominal similar ao
tradicional Filtro de Kalman. Ao mesmo tempo, avalia-se o im-
pacto provocado no desempenho computacional pelo cômputo
das estimativas a cada quadro processado.

1.1 Organização do texto

O texto se inicia com a apresentação de tópicos preliminares,
relacionados aos conceitos e algoritmos de processamento de
imagens integrantes do componente de representação e locali-
zação do alvo. A seguir, são dadas as formulações dos esti-
madores de estado nominal e robusto. Neste ponto, é descrito
o sistema resultante da integração dos dois componentes, com
seu funcionamento e sua interface com o usuário. Por fim, são
mostrados os resultados obtidos nas avaliações de desempenho
conduzidas experimentalmente.
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2 Representação e localização do alvo

O componente de representação e localização do alvo, parte
fundamental do sistema de acompanhamento, tem seus funda-
mentos apresentados nesta seção. Por ser o rastreamento base-
ado em cor, faz-se inicialmente uma discussão sobre o espaço
de cores HSV e suas vantagens para o processo de segmenta-
ção. Segue-se, então, com a apresentação dos algoritmos em-
pregados para o rastreamento propriamente dito: a projeção
reversa de histograma (histogram backprojection) e o camshift.
O primeiro é utilizado para produzir a distribuição de probabili-
dade de cor, que indica, para cada pixel, a probabilidade de que
o mesmo pertença à região representada por um histograma-
modelo. O segundo é responsável por identificar o objeto na
cena, com base na distribuição, e também a área que o mesmo
ocupa. O camshift é um aperfeiçoamento útil do conhecido al-
goritmo mean shift, e este último, por isso, também recebe uma
breve introdução.

2.1 O espaço de cores HSV

O algoritmo camshift, empregado neste trabalho para rastrear
objetos com base na cor, não opera diretamente sobre os qua-
dros capturados do vídeo, mas sobre quadros que representam
distribuições de probabilidade de cor. O cômputo de tais distri-
buições se faz com a utilização do espaço de cores HSV (Hue,
Saturation, Value), mais conveniente do que o tradicional RGB.

A extração de informações de uma imagem é, em uma am-
pla variedade de situações, bastante simplificada pela utiliza-
ção da cor, que é um poderoso descritor. Formas diversas para
a representação das cores foram propostas, os denominados es-
paços de cores (vide, por exemplo, [13]); cada um dos espaços
pode ser mais adequado a um segmento de aplicações.

Um dos mais conhecidos espaços de cores é o RGB. Nele,
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uma representação linear da cor é construída, com base em um
sistema de três eixos relacionados às cores primárias - verme-
lho (R), verde (G) e azul (B) - como ilustra a figura 2.1. Uma
cor específica é representada como um ponto no sistema de
coordenadas, o qual indica a proporção de cada cor primária
em sua composição. São notáveis os pontos que representam
o branco, composto pela máxima quantidade de todas as co-
res primárias, e o preto, caracterizado pela ausência total das
mesmas.

Figura 2.1: Sistema de cores RGB. Adaptada de [3].

Para aplicações que envolvem identificação e rastreamento
de objetos, a segmentação de cores é realizada mais conveni-
entemente convertendo-se os quadros para o espaço HSV (ver,
por exemplo, [3] e [15]). Esse sistema corresponde à projeção
do espaço RGB ao longo de sua diagonal principal, do branco
ao preto, como indica a seta na figura 2.1. O resultado é o cone
mostrado na figura 2.2, que possui o eixo vertical V (Value, ou
valor), o eixo horizontal S (Saturation, ou saturação) e o eixo
angular H (Hue, ou matiz).

A grande vantagem do sistema HSV advém do fato de que
nele se encontram separadas as componentes de crominância e
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Figura 2.2: Sistema de cores HSV. Adaptada de [3].

de luminância da cor. O matiz (H) especifica particularmente
o tipo da cor, enquanto a saturação (S) determina quão con-
centrada a cor é (o que se relaciona à quantidade de luz branca
misturada com a cor pura) e o valor (V) informa a intensidade
de luz (ou o brilho). O matiz da cor é afetado com menor inten-
sidade por variações de iluminação e outros efeitos, de forma
que, considerando-se uma pequena faixa de H que represente a
cor do objeto, é possível manter um rastreamento mais eficaz
do mesmo.

De posse dos valores R, G e B de uma cor, compreendidos
em uma escala que varia de 0 a 255, a conversão para o espaço
HSV pode ser realizada através das seguintes relações:
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R′ =
R

255

G′ =
G

255

B′ =
B

255
Cmax = max{R′,G′,B′}
Cmin = min{R′,G′,B′}

∆ = Cmax−Cmin

H =


60o×

(
G′−B′

∆
mod6

)
, se Cmax = R′

60o×
(

B′−R′
∆

+2
)
, se Cmax = G′

60o×
(

R′−G′
∆

+4
)
, se Cmax = B′

(2.1)

S =

{
0,se ∆ = 0

∆

Cmax
,se ∆ 6= 0

(2.2)

V = Cmax (2.3)

Um exemplo de separação das componentes H, S e V de
uma imagem é mostrado na figura 2.3. É possível observar que
regiões com cores semelhantes apresentam intensidade prati-
camente constante da componente H, e que cores mais puras,
como o roxo da pluma do chapéu, possuem maiores intensida-
des da componente S. A componente V, relacionada à luminân-
cia da imagem, é a que carrega a maior parcela de informação
acerca da cena registrada.
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Figura 2.3: Exemplo de separação das componentes H, S e V de uma imagem.

2.2 Distribuição de probabilidade de cor

A operação do algoritmo camshift, que rastreia o objeto de in-
teresse na cena, se dá sobre uma imagem que representa uma
distribuição de probabilidade de cor, a qual é construída com
base no quadro corrente do vídeo. Nessa imagem, quando em
escala de cinza, a intensidade de iluminação de cada pixel é tão
maior quanto maior for a probabilidade de que seu correspon-
dente no quadro pertença ao objeto rastreado, tendo-se a cor
como medida de proximidade.

Cada um dos quadros do vídeo é convertido a uma distri-
buição de probabilidade de cor, fazendo-se uso, para tanto, do
histograma-modelo construído para os valores de H amostra-
dos na região de rastreio selecionada. Na representação, as
probabilidades se estendem em passos discretos entre o valor
0 (cor preta), que corresponde à probabilidade nula de que o
pixel pertença à região, e o valor 255 (cor branca), que denota
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a probabilidade unitária, ou total.
A construção da distribuição de probabilidade de cor dá-se

com o uso do algoritmo de projeção reversa do histograma, ou
histogram backprojection. Os passos são bastante simples:

1. Para cada pixel pq(x,y) do quadro corrente, determina-se
a classe do histograma-modelo à qual o valor H do mesmo
pertence (hx,y);

2. toma-se, do histograma-modelo, a frequência fx,y corres-
pondente à classe hx,y;

3. atribui-se, ao correspondente pixel pd(x,y) da imagem de
distribuição de probabilidade, o valor fx,y;

4. realizados os passos anteriores para cada pixel, normaliza-
se a imagem de distribuição de probabilidade, para que o
máximo valor corresponda a 255.

Ao final da execução do algoritmo, os pixels da imagem de
distribuição de probabilidade representarão, através de maior
ou menor intensidade, a probabilidade de que pertençam ao
objeto rastreado, baseando-se no histograma-modelo. Para a
correta operação do camshift, essa imagem é, em seguida, li-
miarizada, sendo convertida a uma imagem binária, na qual os
pixels brancos apresentam grande probabilidade de serem parte
do objeto rastreado.

A figura 2.4 mostra a distribuição de probabilidade de cor
resultante para um caso particular de alvo e imagem de teste.

2.3 O algoritmo mean shift

Proposto em 1975 [10], o mean shift é um procedimento não-
paramétrico para a estimação de funções de densidade de pro-
babilidade amplamente aplicado a problemas de reconhecimento
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Figura 2.4: (a) a mão é o alvo, com base no qual o histograma-modelo foi
construído; (b) imagem de teste, submetida à projeção reversa de histograma; (c)

distribuição de probabilidade de cor resultante.

de padrões. Sua eficácia no desempenho de tarefas de visuali-
zação de baixo nível, como segmentação e rastreamento, tem
sido explorada em uma grande quantidade de trabalhos [9].

Para segmentar a imagem em regiões de cor semelhante, o
mean shift estima, para cada pixel, o gradiente da densidade
local de pixels com cores semelhantes. As estimativas são uti-
lizadas, através de um procedimento iterativo, para encontrar
picos de densidade local, e todos os pixels que conduzem ao
mesmo pico são tomados como parte do mesmo segmento.

Antes que o procedimento propriamente dito tenha início,
deve-se definir, para cada pixel pi, sua janela de influência,
denominada kernel, ou janela de busca [9]. O kernel define
uma medida intuitiva da distância entre pixels, tanto em ter-
mos espaciais quanto em termos de cor; seu tamanho e sua
forma podem ter impacto significativo na eficácia da segmen-
tação. Atribui-se então, a cada pixel, um ponto M(pi), que
é inicializado coincidindo com o pixel. Os pontos M(pi) são
iterativamente movidos no sentido do gradiente da função de
densidade definida pela soma de todos os kernels, até que eles
atinjam um ponto estacionário, na região de máxima concen-
tração da distribuição. Um mesmo segmento é formado por
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todos os pixels associados a pontos M(pi) que migram, apro-
ximadamente, para o mesmo ponto estacionário. Segmentos
adjacentes podem ser combinados, subsequentemente.

O algoritmo camshift, utilizado neste trabalho conforme apre-
sentado em [3], emprega o mean shift como um de seus passos,
utilizando um kernel quadrado. O objetivo não é segmentar a
imagem em regiões de cor semelhante, mas sim determinar a
região de máxima concentração de pixels com alta intensidade
na distribuição de probabilidade de cor de um dado quadro.
Nesse caso, o algoritmo mean shift é definido segundo os se-
guintes passos:

1. Escolhe-se o tamanho do lado da janela W de busca, s;

2. centraliza-se a janela inicial no pixel pi;

3. calcula-se o centroide da janela, como

M(pi) =
1
|W | ∑

j∈W
p j

4. centraliza-se a janela no ponto M(pi);

5. repetem-se os passos 3 e 4 até a convergência, quando a
janela se move menos do que um determinado limiar.

Sendo f (p) a função densidade de probabilidade de cor dos
pixels pi, a qual é desconhecida, a cada passo temos

M(pi)− pi ≈
f ′(pi)

f (pi)
,

de forma que os M(pi) seguem no sentido ascendente do gra-
diente de f (p). Próximo à região de máxima concentração,
tem-se f ′(p)≈ 0, o que acarreta a convergência do algoritmo.

A figura 2.5 mostra como o mean shift se aproxima, ite-
rativamente, da região de maior densidade da distribuição de
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pontos. A circunferência pontilhada indica os limites da janela
considerada. No quadro (b), os pontos contidos na janela são
utilizados para determinar seu centroide, mostrado no quadro
(c); a janela é então centralizada nesse centroide, como mostra
o quadro (d). Após algumas iterações, tem-se a situação exi-
bida no quadro (e), no qual o algoritmo atingiu a convergência.

Figura 2.5: Ilustração do funcionamento iterativo do algoritmo mean shift. (a)
posicionamento da janela inicial; (b) é calculado o centroide dos pontos contidos
na janela; (c) posicionamento do centroide; (d) a janela é deslocada, de forma que

seu centro coincida com o centroide calculado; (e) após algumas iterações, o
algoritmo atinge a convergência; (f) a região com maior densidade de pontos foi

encontrada.

Os cálculos envolvidos no algoritmo podem ser simplifica-
dos com o auxílio dos momentos da imagem de distribuição de
probabilidade de cor. Sendo I(x,y) o valor de intensidade da
imagem no pixel da posição (x,y), calcula-se o momento zero
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como
M00 = ∑

x∈W
∑

y∈W
I(x,y)

Os primeiros momentos para x e para y são dados, respectiva-
mente, por

M10 = ∑
x∈W

∑
y∈W

xI(x,y)

M01 = ∑
x∈W

∑
y∈W

yI(x,y)

Então, as coordenadas (xc,yc) do centroide M(pi) serão

xc =
M10

M00

yc =
M01

M00

Como já foi afirmado, quando empregado pelo camshift no
sistema de rastreamento, o mean shift opera sobre uma imagem
que representa uma distribuição de probabilidade de cor, e seu
objetivo é determinar a região da imagem com a maior pro-
babilidade de pertencer ao alvo rastreado. O funcionamento
do algoritmo em tal situação está representado na sequência de
quadros da figura 2.6, na qual o alvo possui cor de pele. Na
distrubição de probabilidade, os pixels com tonalidade mais
próxima à da pele aparecem com maior intensidade. É possí-
vel observar que, após a convergência, o algoritmo encontra a
região da imagem com a maior concentração de pixels de alta
intensidade.

2.4 O algoritmo camshift

O camshift - Continuously Adaptive Mean Shift, ou Mean Shift
Continuamente Adaptativo - algoritmo proposto em [3], surgiu
como uma adaptação do mean shift a distribuições dinâmicas
de probabilidade. Ajustando o tamanho da janela de busca no
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Figura 2.6: Ilustração do funcionamento iterativo do algoritmo mean shift em uma
distribuição de probabilidade de cor. (a) posicionamento da janela inicial; (b) é
calculado o centroide dos pontos contidos na janela; (c) a janela é deslocada, de

forma que seu centro coincida com o centroide calculado; (d) após algumas
iterações, a janela se aproxima da região de maior intensidade; (e) o centroide no

qual a convergência é atingida é determinado; (f) deslocamento da janela da
posição inicial até a posição de convergência do algoritmo.

curso de sua operação, o camshift é mais adequado ao rastre-
amento de objetos em vídeos, quando o objeto se move e se
alteram no tempo a localização e o tamanho da distribuição de
probabilidade. A adaptação do tamanho da janela baseia-se no
valor do momento zero da distribuição, M00, que fornece uma
medida da área da mesma. A cada quadro, é produzida uma
elipse, sobreposta à cena, que objetiva delimitar o alvo. O al-
goritmo, conforme [3], é constituído pela sequência de passos
a seguir:

1. Escolhe-se uma posição inicial para a janela de busca;

2. executa-se o algoritmo mean shift, conforme apresentado
anteriormente; armazena-se M00;
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3. toma-se como tamanho da janela de busca uma função de
M00, s(M00);

4. repetem-se os passos 2 e 3 até a convergência, quando a
localização da janela se move menos do que um certo li-
miar;

5. são calculados o comprimento do eixo menor da elipse
que encerra o alvo, w, o comprimento do eixo maior, l, e
o ângulo deste com a horizontal, θ.

Na figura 2.7 são esquematizadas as etapas do algoritmo
camshift, juntamente a outras atividades associadas, como o
cálculo do histograma-modelo e a produção da distribuição de
probabilidade de cor.

A cada quadro, o algoritmo utiliza inicialmente a posição
central e o tamanho da janela obtidos no quadro anterior. O ta-
manho da janela de busca, em uma imagem que, como a distri-
buição de probabilidade de cor, apresenta pixels com máximo
valor de 255, é dado por

s(M00) = 2

√
M00

256
(2.4)

O cálculo dos parâmetros que definem a elipse que envolve
o alvo se utiliza dos segundos momentos da imagem de distri-
buição de probabilidade de cor, que são os seguintes:

M20 = ∑
x∈W

∑
y∈W

x2I(x,y)

M02 = ∑
x∈W

∑
y∈W

y2I(x,y)

M11 = ∑
x∈W

∑
y∈W

xyI(x,y)

São definidos os seguintes parâmetros auxiliares:
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Figura 2.7: Diagrama esquemático das etapas do camshift e de outras atividades
associadas.

a =
M20

M00
− x2

c

b =
M11

M00
− xcyc

c =
M02

M00
− y2

c

Dados os parâmetros, o comprimento do eixo menor da elipse,
o comprimento de seu eixo maior e o ângulo deste com a ho-
rizontal, ilustrados na figura 2.8, são calculados, respectiva-
mente, pelas seguintes expressões:
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w =

√√√√(a+ c)−
√

b2 +(a− c)2

2
(2.5)

l =

√√√√(a+ c)+
√

b2 +(a− c)2

2
(2.6)

θ =
1
2

tg−1

 2
(

M11
M00
− xcyc

)
(

M20
M00
− x2

c

)
−
(

M02
M00
− y2

c

)
 (2.7)

Figura 2.8: Elipse que delimita o alvo e seus parâmetros, conforme produzidos
pelo camshift.

Está exemplificada, na figura 2.9, a aplicação do camshift a
uma imagem que representa uma distribuição de probabilidade
de cor, sendo que o alvo rastreado possui cor de pele. Como
mostra a sequência de etapas, o algoritmo iterativamente atua-
liza a posição da janela, com o mean shift, ajusta seu tamanho
e calcula a elipse que delimita o alvo. Após a convergência,
a janela atinge a região dos pixels com maior intensidade, e a
elipse abarca todo o rosto da pessoa.
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Figura 2.9: Ilustração do funcionamento iterativo do algoritmo camshift em uma
distribuição de probabilidade de cor. (a) posicionamento da janela inicial; (b) a

janela é deslocada, de forma que seu centro coincida com o centroide calculado;
(c) o tamanho da janela é ajustado e a elipse é definida; (d) após algumas

iterações, a janela se aproxima da região de maior intensidade; (e) a janela é
novamente ajustada e, a elipse, calculada; (f) comparação entre a janela inicial e a

elipse obtida após a convergência.

3 Filtragem e associação de dados

Esta seção é dedicada à formulação dos dois estimadores de es-
tado utilizados como ferramenta auxiliar no processo de rastre-
amento do alvo. Ambos são empregados em sua forma preditora-
corretora, expressa através de algoritmos recursivos que envol-
vem operações matriciais.

O desenvolvimento de estimadores de estado para sistemas
dinâmicos é uma atividade necessária em diversas situações,
como, por exemplo, no projeto de controladores em sistemas
com realimentação de estado. Essa necessidade advém do fato
de, por motivos físicos ou econômicos, não se dispor de senso-
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res para a obtenção dos valores de cada variável de estado em
cada instante de operação do sistema.

Os estimadores de estado aqui apresentados são aplicáveis
a sistemas lineares de tempo discreto, representados no espaço
de estados. A essência da operação de tais estimadores consiste
em fornecer, para cada instante de amostragem, uma estimativa
das variáveis de estado do sistema, tendo-se como base os va-
lores das variáveis de saída do mesmo.

Para a classe de sistemas tratada neste trabalho, existe uma
categoria bem conhecida de estimadores ótimos, no sentido de
que otimizam uma certa função de custo, que são apresenta-
dos sob uma formulação recursiva. São os chamados Filtros
de Kalman, cujo conceito fundamental advém do trabalho de
Rudolf E. Kalman, na década de 1960. Desde essa concepção
inicial, uma série de trabalhos tem sido conduzida, objetivando
aperfeiçoar tais estimadores, já que é conhecida a perda de de-
sempenho dos mesmos quando aplicados a sistemas com in-
certezas paramétricas. Como um modelo preciso de qualquer
sistema é de difícil obtenção, os chamados Filtros Robustos de
Kalman, que apresentam melhores propriedades quando uti-
lizados com sistemas incertos, têm sido alvo de interesse em
diferentes áreas da Engenharia.

A formulação recursiva para o filtro robusto utilizado neste
trabalho, apresentada em [16] e [5], incorre em ligeiras modi-
ficações no algoritmo nominal. Ela é adequada a aplicações de
tempo real que envolvam sistemas com incertezas paramétricas
segundo o seguinte modelo:

xi+1 = (Fi +δFi)xi +(Gi +δGi)wi

zi = Hixi + vi[
δFi δGi

]
= Mi∆i

[
E f ,i Eg,i

]
, (3.1)

onde
{

Mi,E f ,i,Eg,i
}

são matrizes conhecidas e ∆i é uma matriz
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de contração tal que ‖∆i‖≤ 1. Nesse modelo, wi representa um
ruído de modelagem de estado, vi representa um ruído de ob-
servação, δFi representa incerteza na matriz de estado Fi e δGi
representa incerteza na matriz Gi. A solução para o problema
é baseada na resolução de um problema de mínimos quadrados
regularizados com incertezas.

O filtro nominal, utilizado neste trabalho para fins de com-
paração com o caso robusto, considera um sistema sem incer-
tezas como o seguinte:

xi+1 = Fixi + ωi

zi = Hixi + vi; i = 0,1, . . .
(3.2)

A partir do estabelecimento de um funcional quadrático de
custo e da utilização da solução do problema clássico de míni-
mos quadrados regularizados, obtêm-se as formulações recur-
sivas para as estimativas ótimas para esse sistema.

Para a aplicação desenvolvida neste trabalho, é conveniente
que sejam utilizadas estimativas preditoras da posição do alvo
rastreado. Cabe uma breve contextualização sobre os tipos de
estimativas que podem ser produzidos. Uma estimativa x̂i|i do
estado xi para a obtenção da qual estejam disponíveis i me-
didas até o instante i, i.e., as medidas z0,z1, . . . ,zi−1,zi, é de-
nominada uma estimativa filtrada. Quando, por outro lado,
dispõe-se de i− 1 medidas anteriores, ou seja, das medidas
z0,z1, . . . ,zi−2,zi−1, a estimativa para o estado xi, x̂i|i−1, é cha-
mada de estimativa preditora. Há também a classe das esti-
mativas para as quais dispõe-se das medidas z0,z1, . . . ,zi,zi+1;
nesse caso, a estimativa x̂i|i+1 é denominada suavizadora. As
figuras 3.1, 3.2 e 3.3 ilustram a obtenção das diferentes classes
de estimadores.

As estimativas filtrada e preditora serão desenvolvidas para
o sistema (3.2) na próxima subseção. Também será apresen-
tada uma forma de se obter a estimativa preditora em função
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Figura 3.1: Estimativa filtrada.

Figura 3.2: Estimativa preditora.

Figura 3.3: Estimativa suavizadora.

da estimativa filtrada, com poucos cálculos adicionais; essa es-
timativa é denominada preditora-corretora, e é a versão utili-
zada no sistema de acompanhamento. Posteriormente, é for-
mulado o estimador robusto, cuja versão empregada é também
a preditora-corretora.

Cumpre observar que as deduções das estimativas aqui apre-
sentadas seguem uma abordagem determinística baseada no
método de mínimos quadrados. Uma formulação alternativa
para o Filtro de Kalman, baseada em métodos estocásticos, é
comum na literatura, e pode ser encontrada, por exemplo, em
[2].

3.1 Estimador nominal

Os resultados estabelecidos a seguir, sem demonstração, forne-
cem as formulações para os algoritmos que produzem as esti-
mativas filtrada, preditora e preditora-corretora para o sistema
nominal. A abordagem está de acordo com aquela apresentada
em [5], fundamentada nos resultados relativos à teoria de mí-
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nimos quadrados desenvolvida em [17] e em [16]. A solução
recursiva aqui tratada servirá como base para a construção do
filtro robusto.

O sistema nominal, suposto aqui, de forma genérica, como
variante no tempo, é descrito pela equação de estado e pela
equação de saída dadas, respectivamente, por

xi+1 = Fixi + ωi

zi = Hixi + vi; i = 0,1, . . .
(3.3)

A solução do problema de filtragem consiste em encontrar
uma estimativa para xi+1, designada por x̂i+1|i+1, a partir de
uma medida zi+1, supondo-se conhecida a estimativa x̂i|i e a
correspondente matriz de variância do erro de estimativa, Pi|i.
A melhor estimativa é determinada através da solução ótima
para o problema de minimização

Ji = min
xi,xi+1

[
‖xi − x̂i|i‖2

P−1
i|i
+‖xi+1 − Fixi‖2

Q−1
i
+‖zi+1−Hi+1xi+1‖2

R−1
i+1

]
,

(3.4)
para i > 0 e

J0 = min
x0

[
‖x0‖2

P−1
0
+‖z0−H0x0‖2

R−1
0

]
, (3.5)

para i = 0.
Nas equações anteriores, Qi� 0 é uma matriz de ponderação

para o ruído de estado, Ri� 0 é uma matriz de ponderação para
o erro de medida e P0 é a matriz de covariância do erro inicial.

A resolução pode ser obtida com base no problema de mí-
nimos quadrados regularizados, cuja formulação é

min
x

[
xT Qx+(Ax−b)T W (Ax−b)

]
(3.6)

A solução para esse problema pode ser facilmente obtida,
como em [16], e é dada por
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x̂ =
[
Q+ATWA

]−1
ATWb, (3.7)

com Q,W � 0 e Q + ATWA invertível. O próximo teorema
utiliza esse resultado para obter a estimativa filtrada ótima.

Teorema 3.1. [5] O algoritmo recursivo abaixo produz a esti-
mativa filtrada ótima x̂i|i a cada passo i:

• Passo 0 (condições iniciais):

P0|0 =
(

P−1
0 +HT

0 R−1
0 H0

)−1
(3.8a)

x̂0|0 = P0|0HT
0 R−1

0 z0 (3.8b)

• Passo i:

Pi+1|i+1 =
((

Qi +FiPi|iF
T
i
)−1

+HT
i+1R−1

i+1Hi+1

)−1

(3.9a)

x̂i+1|i+1 = Fix̂i|i +Pi+1|i+1HT
i+1R−1

i+1
(
zi+1−Hi+1Fix̂i|i

)
(3.9b)

A abordagem empregada para a obtenção da estimativa pre-
ditora é bastante semelhante àquela utilizada no caso da esti-
mativa filtrada. Considerando-se novamente o sistema (3.2),
agora define-se a função de custo quadrático como

Ji = min
xi,xi+1

[
‖xi − x̂i|i−1‖2

P−1
i|i−1

+‖xi+1 − Fixi‖2
Q−1

i
+‖zi−Hixi‖2

R−1
i

]
(3.10)

A solução recursiva para esse problema é apresentada no
próximo teorema.
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Teorema 3.2. [5] Supondo-se conhecida uma sequência de
medidas z0,z1, . . . ,zi, a estimativa preditora ótima x̂i+1|i, se-
gundo o critério (3.10), pode ser obtida recursivamente atra-
vés do seguinte algoritmo:

• Passo 0 (condições iniciais):

P0|−1 := P0 (3.11a)

x̂0|−1 := x̂0 = 0 (3.11b)

• Passo i:

Pi+1|i := Qi +FiPi|i−1FT
i −FiPi|i−1HT

i
(
Ri +HiPi|i−1HT

i
)−1

HiPi|i−1FT
i

(3.12a)

x̂i+1|i := Fix̂i|i−1 +FiPi|i−1HT
i
(
Ri +HiPi|i−1HT

i
)−1 (

zi−Hix̂i|i−1
)

(3.12b)

As estimativas filtrada e preditora podem ser conveniente-
mente unificadas, o que resulta em um algoritmo particular-
mente elegante para a obtenção desta última. A formulação
é denominada preditora-corretora, e corresponde à versão im-
plementada no sistema de acompanhamento. A estimativa pre-
ditora pode ser obtida prontamente da estimativa filtrada con-
forme o lema a seguir.

Lema 3.1. [5] Considerando-se o modelo (3.2), a estimativa
preditora x̂i+1|i pode ser obtida através da estimativa filtrada
x̂i|i como

x̂i+1|i = Fix̂i|i (3.13)
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3.2 Estimador robusto

Seguindo uma ordem similar à da subseção anterior, aqui são
apresentadas as formulações filtrada, preditora e preditora-corretora
para o estimador robusto. A solução é baseada no problema de
mínimos quadrados regularizados com incertezas, tratado bre-
vemente a seguir.

É de interesse que consideremos uma função de custo qua-
drático com incertezas da forma

||x||2Q+||(A+δA)x− (b+δB) ||2W (3.14)

No funcional acima, a notação ||M||P equivale à forma qua-
drática ponderada MT PM, sendo M uma matriz arbitrária e
P uma matriz simétrica semi-positiva definida de ponderação.
Assim, Q = QT > 0 é uma matriz de ponderação de regula-
rização, W = W T ≥ 0 é a matriz de ponderação para o erro
de estimativa, A é uma matriz N×n conhecida e b é um vetor
N× 1 conhecido. A matriz δA e o vetor δb representam, res-
pectivamente, as perturbações da matriz nominal A e do vetor
nominal b. Consideraremos a situação particular em que tais
incertezas são modeladas como

[δA δb] = H∆ [Ea Eb] , (3.15)

onde H, Ea e Eb são matrizes conhecidas, e ∆ é uma matriz de
contração que satisfaz a condição de que ||∆||≤ 1.

O problema de otimização associado consiste em encontrar
x tal que a função de custo 3.14 seja minimizada frente à má-
xima influência das perturbações paramétricas δA e δb, o que
pode ser expresso por

min
x

max
δA,δb

[
||x||2Q+ ||(A + δA)x− (b + δb) ||2W

]
(3.16)
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O teorema a seguir, apresentado aqui sem demonstração,
fornece a solução para o problema de otimização proposto.

Teorema 3.3. [5], [16].
O problema de otimização representado pelas (3.15) e (3.16)

possui uma solução única x̂ dada por

x̂ =
(
Q̂ + ATŴA

)−1
(

ATŴb + λ̂ET
a Eb

)
, (3.17)

onde as matrizes de ponderação modificadas Q̂ e Ŵ possuem
a seguinte definição:

Q̂ := Q+ λ̂ET
a Ea (3.18)

Ŵ := W +WH
(

λ̂I−HTWH
)†

HTW (3.19)

A representação M† denota a pseudo-inversa da matriz M.
O parâmetro λ̂ é um escalar positivo determinado a partir do
seguinte problema de otimização:

λ̂ := arg max
λ≥||HTWH||

G(λ) , (3.20)

sendo

G(λ) := ||x(λ) ||2Q+λ||Eax(λ) − Eb||2+ ||Ax(λ) − b||2W (λ),
(3.21)

com as funções auxiliares dadas por

x(λ) :=
[
Q(λ)+ATW (λ)A

]−1 [
ATW (λ)b+λET

a Eb
]

(3.22)

Q(λ) := Q+λET
a Ea (3.23)

W (λ) := W +WH
(
λI−HTWH

)†
HTW. (3.24)

Com x dado pela 3.17, a função de custo 3.14 assume seu
valor ótimo, dado por
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G(λ̂) =

[
1
x̂

]T
[

λ̂||Eb||2 −λ̂ET
b Ea

−λ̂ET
a Eb Q(λ)

][
1
x̂

]
+ (Ax̂−b)T W (λ)(Ax̂−b) .

(3.25)

A formulação do estimador robusto é construída com base
no sistema com incertezas paramétricas representado por

xi+1 = (Fi +δFi)xi +(Gi +δGi)wi

zi = Hixi + vi[
δFi δGi

]
= Mi∆i

[
E f ,i Eg,i

]
(3.26)

No modelo, Mi, E f ,i e Eg,i são matrizes conhecidas, e ∆i é
uma matriz de contração que satisfaz ||∆i||≤ 1. Supondo-se
conhecidas as estimativas filtradas de xi, x̂i|i, e de wi, ŵi|i = 0,
e obtendo-se os valores verdadeiros xi e wi em vista de uma
nova medida zi+1, podem ser definidos os seguintes erros de
predição:

ex,i := xi− x̂i|i (3.27)
ew,i := wi− ŵi|i = wi (3.28)

ey,i+1 := zi+1−Hi+1xi+1 = vi+1 (3.29)

Observa-se que o fato de que o erro de predição para a va-
riável wi é igual à própria wi denota o desconhecimento de wi,
assim como o fato de o erro de predição para a saída ser igual a
vi decorre de que a representação do desconhecimento da saída
recai sobre esse sinal de ruído. Os erros de predição possuem
natureza aleatória.

Para o desenvolvimento da estimativa filtrada robusta ótima,
define-se o seguinte funcional de custo para os erros de predi-
ção:
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Ji := ||xi− x̂i|i||2P−1
i|i
+ ||wi||2Q−1

i
+ ||zi+1−Hi+1xi+1||2R−1

i+1
(3.30)

Na função de custo acima, Pi|i é uma matriz de ponderação
para o erro de predição de estado, ex,i, Qi é uma matriz de pon-
deração para o erro de predição do ruído de estado, ew,i, e Ri+1
é uma matriz de ponderação para o erro de predição da saída.
Observa-se que os dois primeiros termos de Ji representam o
custo do erro de predição na ausência da informação zi+1, ao
passo que o terceiro termo traz a inclusão de tal atualização da
saída. Assumindo-se conhecidas as estimativas filtradas x̂i|i e
ŵi|i, que constituem a solução para o problema de minimização
dado por

min
xi,wi

{
||xi − x̂i|i||2P−1

i|i
+ ||wi||2Q−1

i

}
, (3.31)

as mesmas podem ser atualizadas, em vista da nova saída afe-
rida zi+1, para as estimativas x̂i|i+1 e ŵi|i+1, pela solução do se-
guinte problema de otimização quadrático do tipo min−max:

[
x̂i|i+1
ŵi|i+1

]
:= min
{xi,wi}

max
{δFi,δGi}

{
||xi− x̂i|i||2P−1

i|i
+ ||wi||2Q−1

i
+ ||zi+1−Hi+1xi+1||2R−1

i+1

}
,

(3.32)
sujeito às restrições lineares

xi+1 = (Fi + δFi) + (Gi δGi)wi

zi+1 = Hi+1xi+1 + vi+1[
δFi δGi

]
= Mi∆i

[
E f ,i Eg,i

]
, ||∆i||≤ 1

Pode ser mostrado que, a partir das estimativas x̂i|i+1 e ŵi|i+1,
é possível obter a estimativa filtrada para xi+1 como
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x̂i+1|i+1 := Fi + Giŵi|i+1 =
[

Fi Gi
][ x̂i|i+1

ŵi|i+1

]
(3.33)

O problema (3.32) - (3.33) pode ser resolvido com o uso
do teorema 3.3. Uma forma mais conveniente de solução, na
forma de uma estimativa do tipo preditora-corretora, é apre-
sentada no próximo teorema. Essa é a versão implementada no
sistema de acompanhamento.

Teorema 3.4. [5]. Seja o sistema linear representado pelo se-
guinte modelo:

xi+1 = (Fi +δFi)xi +(Gi +δGi)wi

zi = Hixi + vi[
δFi δGi

]
= Mi∆i

[
E f ,i Eg,i

]
, ||∆i||≤ 1 (3.34)

Suponham-se conhecidas as matrizes de ponderação Π0 >

0, Ri > 0 e Qi > 0. O algoritmo a seguir permite o cálculo
das estimativas filtradas dos estados.

• Passo 0. As condições iniciais P0|0 e x̂0|0 são:

P0|0 :=
(

Π
−1
0 + HT

0 R−1
0 H0

)−1
(3.35)

x̂0|0 := P0|0HT
0 R−1

0 z0 (3.36)

• Passo 1: Se Hi+1Mi = 0, então toma-se λ̂i = 0. Caso
contrário, determina-se λ̂i no intervalo

λ > λl,i := ||MT
i HT

i+1R−1
i+1Hi+1Mi||, (3.37)

de forma a minimizar a G(λ) definida em (3.21), com cer-
tas identificações a serem apresentadas posteriormente.
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• Passo 2: Substituir Qi, Ri+1, Pi|i, Gi e Fi por

Q̂−1
i = Q−1

i + λ̂iET
g,i

(
I + λ̂iE f ,iPi|iE

T
f ,i

)−1
Eg,i (3.38)

R̂i+1 = Ri+1− λ̂
−1
i Hi+1MiMT

i HT
i+1 (3.39)

P̂i|i =
(

P−1
i|i + λ̂iET

f ,iE f ,i

)−1
(3.40)

= Pi|i−Pi|iE
T
f ,i

(
λ̂
−1
i I +E f ,iPi|iE

T
f ,i

)−1
E f ,iPi|i(3.41)

Ĝi = Gi− λ̂iFiP̂i|iE
T
f ,iEg,i (3.42)

F̂i =
(

Fi− λ̂iĜiQ̂iET
g,iE f ,i

)(
I− λ̂iP̂i|iE

T
f ,iE f ,i

)
(3.43)

Se λ̂i = 0, as igualdades acima se reduzem a Q̂i = Qi,
R̂i+1 = Ri+1, P̂i|i = Pi|i, Ĝi = Gi e F̂i = Fi.

• Passo 3: A seguinte atualização é aplicada a x̂i|i e a Pi|i:

x̂i+1|i = F̂ix̂i|i (3.44)

x̂i+i|i+1 = x̂i+1|i +Pi+1|i+1HT
i+1R̂−1

i+1ei+1 (3.45)
ei+1 = zi+1−Hi+1x̂i+1|i (3.46)

Pi+1|i = FiP̂i|iF
T
i + ĜiQ̂iĜT

i (3.47)

Pi+1|i+1 = Pi+1|i−Pi+1|iH
T
i+1R−1

e,i+1Hi+1Pi+1|i(3.48)

Re,i+1 = R̂i+1 +Hi+1Pi+1|iH
T
i+1 (3.49)

Observa-se que x̂i+1|i é a estimativa preditora, enquanto
que x̂i+1|i+1 é a estimativa filtrada. A relação entre ambas
caracteriza a estimativa preditora-corretora.

Cumpre observar que Q̂i pode ser dada por uma expressão
mais simples, com uma inversão matricial a menos, como
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Q̂i :=

Q−1
i + λ̂iET

g,iEg,i− λ̂
2
i ET

g,iE f ,i

(
P−1

i|i + λ̂iET
f ,iE f ,i

)−1︸ ︷︷ ︸
P̂i|i

ET
f ,iEg,i


−1

=
(

Q−1
i + λ̂iET

g,i

[
I− λ̂iET

g,iE f ,iP̂i|iE
T
f ,i

]
Eg,i

)−1
(3.50)
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4 Sistema de acompanhamento

Esta seção destina-se à descrição do sistema resultante da in-
tegração do algoritmo camshift aos preditores de estado, bem
como de sua interface de seleção e de acompanhamento do
alvo. Também aqui serão apresentados os resultados obtidos
a partir de duas avaliações de desempenho conduzidas junto ao
sistema. A primeira delas possui o objetivo de validar a eficácia
das predições produzidas pelos dois estimadores, comparando-
as entre si. A segunda procura demonstrar a eficiência do sis-
tema em termos de tempo computacional.

4.1 Descrição geral

Ao ter sua execução iniciada, o programa exibe na tela as ima-
gens capturadas pela câmera, em tempo real. O usuário deve
selecionar, com o mouse, o objeto-alvo. Para tanto, basta que o
mesmo clique e arraste sobre este, envolvendo-o com a janela
com cores invertidas que acompanha o cursor. Um exemplo de
seleção de alvo é apresentado na figura 4.1.

Uma vez selecionado o alvo, o programa dá início à sequên-
cia de preparação para o rastreamento. Inicialmente, o quadro
é convertido para o espaço de cor HSV. Do quadro convertido,
constrói-se uma nova imagem, tomando-se os valores da com-
ponente de matiz (H) de cada pixel. É extraída dessa imagem a
região correspondente à janela selecionada pelo usuário. Dessa
janela, são considerados apenas os pixels que possuam os va-
lores de saturação (S) e valor (V) compreendidos nas faixas
especificadas através dos seletores localizados na parte supe-
rior da tela, visíveis na figura 4.2; isso permite uma melhor
segmentação da área do objeto. O histograma-modelo, que é
utilizado durante todo o processo de rastreamento, é construído
para os valores de matiz (H) dessa janela limiarizada. A figura
4.3 mostra o histograma resultante, com H crescente no eixo
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Figura 4.1: Exemplo de seleção de alvo. A área selecionada é dada pela porção da
imagem com cores negativas.

horizontal. São considerados 32 intervalos de H, e as barras do
histograma representam a quantidade de pixels na janela de se-
leção cuja componente H está compreendida em cada um dos
intervalos. Na figura 4.4, há um histograma obtido com a sele-
ção de um objeto de outra cor; é possível observar a diferença
em relação ao anterior.

Figura 4.2: Seletores para a faixa de valores de saturação (S) e valor (V)
considerada para a produção do histograma-modelo.

Então, passa-se a executar, para cada quadro do vídeo, o al-
goritmo de projeção reversa de histograma, com base no histograma-
modelo. Na figura 4.5, nota-se que a imagem de distribuição
de probabilidade de cor resultante visivelmente representa a si-
lhueta do alvo.
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Figura 4.3: O alvo (bola vermelha) e seu histograma-modelo.

Figura 4.4: O alvo (bola roxa) e seu histograma-modelo.

Em seguida, o algoritmo camshift, apresentado anteriormente,
é aplicado à distribuição de probabilidade de cor. Um pequeno
círculo vermelho indica a posição do centro do objeto, con-
forme fornecida pelo algoritmo, e uma elipse, também em cor
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Figura 4.5: Abaixo, a distribuição de probabilidade de cor para a cena acima,
construída com base no histograma-modelo montado para a bola vermelha.

vermelha, delimita a região compreendida pela área do mesmo.
As coordenadas do centro calculado do objeto são dadas, de
forma textual, na legenda de cor vermelha, localizada no canto
inferior esquerdo da janela. Um exemplo pode ser observado
na figura 4.6.

É possível, a qualquer momento, inicializar a execução dos
preditores de estado nominal e robusto, através de comandos do
teclado. Os mesmos comandos podem ser utilizados para en-
cerrar a execução de cada um. As posições previstas pelos es-
timadores para o quadro subsequente são mostradas através de
dois pequenos círculos: um na cor azul, para o preditor nomi-
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Figura 4.6: Quadro típico do rastreamento do alvo. São visíveis a elipse que o
contorna e o ponto vermelho que indica seu centro. No canto inferior esquerdo, a

legenda em cor vermelha que indica as coordenadas desse centro.

nal, e um na cor verde, para o preditor robusto. Além disso, as
posições são especificadas por legendas, respectivamente nas
mesmas cores para cada filtro, no canto inferior esquerdo da
tela. A figura 4.7 mostra a tela do programa com os dois predi-
tores em execução.

Também é visível, na figura 4.7, a indicação do tempo médio
de processamento de um quadro, dado pela soma dos tempos de
execução do algoritmo camshift e dos preditores que estiverem
ativos. A média calculada é do tipo móvel exponencialmente
ponderada, que pondera os valores mais antigos com pesos ex-
ponencialmente decrescentes, de forma a privilegiar os tempos
de processamento dos quadros mais recentes. Sendo Mi a mé-
dia para quadro i e ti o tempo de processamento desse quadro,
o cálculo é feito da seguinte forma:
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Figura 4.7: Quadro de rastreamento com os preditores de posição ativos. No canto
inferior esquerdo, as legendas nas cores azul e verde, que indicam as predições

nominal e robusta, respectivamente.

M0 = t0
Mi = 0,5ti +0,5Mi−1,para i > 0 (4.1)

O diagrama da figura 4.8 ilustra as principais atividades en-
volvidas no sistema de acompanhamento.

Enquanto os preditores estão em execução, o programa exibe,
em uma segunda janela, um gráfico, atualizado em tempo real,
que mostra os erros de predição de cada um. Um exemplo é
apresentado na figura 4.9. O erro de predição, em pixels, é
definido como a distância euclidiana entre a posição do objeto
no quadro corrente, si = [xi yi]

T , fornecida pelo camshift, e a
posição predita no quadro anterior, ŝi|i−1, ou

Ei = ||si− ŝi|i−1|| (4.2)

Também é exibido pelo programa o gráfico, atualizado em
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Figura 4.8: Diagrama esquemático com as principais atividades do sistema de
acompanhamento.

tempo real, com o tempo de processamento de quadro, visível
na figura 4.10. Ambos os gráficos podem ser salvos em ar-
quivo através de um comando adequado do teclado. A tabela 1
sumariza os comandos de teclado aceitos pelo programa.
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Figura 4.9: Gráfico atualizado em tempo real com os erros de predição de cada
estimador, em pixels.

38



Tabela 1: Teclas de comando e suas respectivas funções

Tecla Função
b exibe a imagem de distribuição de probabilidade de cor
h exibe o histograma-modelo
p pausa/retoma o rastreamento do alvo
n inicia/encerra a execução do preditor nominal
r inicia/encerra a execução do preditor robusto
s salva em arquivo o gráfico de erro de predição
s salva em arquivo o gráfico de tempo de processamento
c encerra o rastreamento do alvo

Figura 4.10: Gráfico atualizado em tempo real com o tempo de processamento de
quadro (ms).
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4.2 Modelagem do movimento do alvo

A exemplo do que foi feito em [15], [18] e [14], é utilizado um
modelo linear e invariante no tempo para o movimento do alvo.
Sejam {xi,yi}, {vx,i,vy,i} (pixels/segundo) e {αx,i,αy,i} (pixels/segundo2)
a posição, a velocidade e a aceleração do alvo no quadro cor-
rente, respectivamente, nas direções horizontal (x) e vertical
(y). Seja também T o intervalo entre quadros sucessivos cap-
turados, com o valor de T = 1/20 s. Então, tem-se

xi+1 ≈ xi + vx,iT +αx,i
T 2

2
(4.3)

yi+1 ≈ yi + vy,iT +αy,i
T 2

2
(4.4)

vx,i+1 ≈ vx,i +αx,iT (4.5)
vy,i+1 ≈ vy,i +αy,iT (4.6)

No formato do sistema livre de incertezas paramétricas 3.3,
o movimento do alvo é, portanto, descrito como

pi+1 = F pi +Gωi

zi = H pi +ui, (4.7)

onde

pi =
[

xi yi vx,i vy,i αx,i αy,i
]T (4.8)

zi =
[

xi yi
]T (4.9)

e
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F =



1 0 T 0 1
2T 2 0

0 1 0 T 0 1
2T 2

0 0 1 0 T 0
0 0 0 1 0 T
0 0 0 0 1 0
0 0 0 0 0 1


(4.10)

G = I6×6 (4.11)

H =

[
1 0 0 0 0 0
0 1 0 0 0 0

]
(4.12)

A saída do sistema, zi = si, constituída pela posição [xi yi]
T

do alvo no quadro corrente, é fornecida pela execução do algo-
ritmo camshift. A partir dela, o estimador produz as predições
da posição, da velocidade e da aceleração do alvo no quadro
seguinte. O algoritmo empregado nesta situação é o da esti-
mativa preditora-corretora nominal, apresentado nos teoremas
3.1 e 3.2 e no lema 3.1. As matrizes de ponderação Q e R, ne-
cessárias à execução do algoritmo, foram adotadas, após testes
empíricos de desempenho, como sendo

Q =



3 0 0 0 0 0
0 3 0 0 0 0
0 0 1 0 0 0
0 0 0 1 0 0
0 0 0 0 0,25 0
0 0 0 0 0 0,25

 (4.13)

R =

[
3 0
0 3

]
(4.14)

Tendo-se em vista a existência de incertezas na modelagem
do sistema, faz-se necessária uma representação alternativa que
dê conta de incluí-las. O sistema nos moldes daquele associado
ao preditor robusto, conforme 3.26, é dado por
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pi+1 = (F +δF) pi +(G+δG)wi

zi = H pi +ui[
δF δG

]
= M∆

[
E f Eg

]
, (4.15)

com {M,E f ,Eg} convenientemente escolhidas e ∆ uma matriz
de contração, tal que ||∆||≤ 1. Com base nas referências [15],
[18] e [14] e em testes empíricos de desempenho, os valores
adotados para essas matrizes foram como abaixo. As matrizes
de ponderação Q e R tiveram os valores dados em 4.13. Con-
vém notar que o algoritmo do preditor robusto independe do
valor de ∆.

E f =
[

0 0 1 1 1 1
]

(4.16)
Eg =

[
1 1 0 0 0 0

]
(4.17)

M =
[

0,2 0,2 0,1 0,1 0,1 0,1
]

(4.18)

4.3 Ferramentas utilizadas

O código que implementa o projeto foi construído em lingua-
gem C++, com o apoio de bibliotecas especiais para o desem-
penho de certas funções. Em termos de hardware, além do
computador que executa o programa, foi utilizada uma web-
cam para a captura das imagens.

Para as atividades de processamento de imagens em geral,
contou-se com o uso do OpenCV 2.4.9 (www.opencv.org), uma
biblioteca de software de código aberto que compreende fer-
ramentas de visão computacional e aprendizado de máquina.
Com os recursos oferecidos por essa biblioteca, torna-se mais
prática e eficiente a utilização dos algoritmos camshift e proje-
ção reversa de histograma, além de operações como cálculo de
histograma, limiarização de imagens, entre outras.
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As operações matriciais que abundam nos algoritmos dos
preditores de estado puderam ser implementadas de forma mais
simplificada, e com maior eficiência, com o emprego da bibli-
oteca Eigen (eigen.tuxfamily.org), que agrega um conjunto de
funções e definições para álgebra linear.

4.4 Metodologia de avaliação de desempenho

Dois aspectos de desempenho do sistema foram avaliados: a
qualidade das predições produzidas pelos estimadores nominal
e robusto e o impacto provocado no tempo de processamento
de quadro pela execução dos algoritmos preditores. Para a con-
dução dos testes, foi utilizada, em vez da captura em tempo
real da câmera, uma sequência de vídeo previamente gravada.
Nessa sequência, o alvo - uma pequena bola roxa - é movimen-
tado de forma a completar duas circunferências concêntricas no
ar. O sistema de rastreamento opera sobre essa sequência, na
tentativa de acompanhar o movimento do alvo. A figura 4.11
mostra um quadro do vídeo de avaliação; são visíveis a elipse
produzida pelo camshift e as posições das estimativas predito-
ras.

Para simular a presença de um ruído aditivo produzido por
vibração da câmera, a cada quadro somou-se, à posição deter-
minada pelo camshift para o alvo, um número inteiro aleatório
de pixels, tanto na direção vertical quanto na direção horizon-
tal. Esse número está compreendido no intervalo [−40,40]. O
erro de predição no quadro i, em pixels, é calculado como

Ei = ||si− ŝi|i−1||, (4.19)

onde si = [xi yi]
T é a posição corrente do alvo e ŝi|i−1 é a es-

timativa preditora produzida para a mesma no quadro imedi-
atamente anterior. O erro foi aferido para os 80 últimos qua-
dros do vídeo, em uma série de 100 execuções distintas. Dessa
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Figura 4.11: Sistema de acompanhamento operando sobre o vídeo utilizado para a
avaliação de desempenho.

forma, foi obtida uma curva em que cada um dos 80 pontos
representa a média do erro sobre 100 execuções, para o quadro
correspondente.

O tempo de processamento de quadro compreende o inter-
valo entre a captação do quadro e o término do cálculo da po-
sição do alvo e das predições para o quadro subsequente, o que
inclui a conversão da imagem para o espaço HSV, a execução
da projeção reversa de histograma e a execução dos algoritmos
camshift e dos preditores. De forma idêntica ao que foi feito
para o registro do erro, o tempo foi medido para os 80 últimos
quadros do vídeo, em uma série de 100 diferentes execuções.
Foram avaliados os cenários em que nenhum preditor se encon-
tra ativo e em que cada um deles está ativo individualmente.

A próxima subseção apresenta os resultados obtidos no pro-
cesso de avaliação de desempenho do sistema.
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4.5 Resultados e discussão

O gráfico da figura 4.12 mostra os erros médios de predição,
em pixels, aferidos para os estimadores nominal e robusto, em
cada um dos 80 últimos quadros do vídeo de teste. É possível
observar ligeira vantagem do estimador robusto, que apresen-
tou erro médio, sobre todos os quadros, de 40,92 pixels; para o
estimador nominal, por sua vez, o erro médio foi de 44,39 pi-
xels, cerca de 8,5 % maior. Embora a diferença de desempenho
não seja expressiva, ela aponta o valor do maior nível de robus-
tez do estimador, em presença de ruído de vibração da câmera.
A superioridade do estimador robusto se faz mais notável em
trechos onde o alvo se move com maior velocidade.

As figuras 4.13, 4.14 e 4.15 fornecem, respectivamente, os
tempos de processamento de quadro medidos com nenhum dos
preditores ativo, com apenas o preditor nominal ativo e com
apenas o preditor robusto ativo. Como esperado, o tempo para
a situação em que não há estimadores ativos é significativa-
mente menor, com média de 1,47 ms. O preditor nominal pro-
duziu um tempo médio de 4,38 ms, e, o robusto, de 4,55 ms;
ambos apresentam complexidade computacional muito seme-
lhante, portanto. Os dois estimadores apresentaram desempe-
nho bastante satisfatório, se mostrando adequados a aplicações
que exigem processamento em tempo real; a robustez pode ser
atingida sem imposições severas de tempo de processamento
adicional sobre o caso nominal.
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Figura 4.12: Erros de predição para os estimadores nominal e robusto, em pixels.
Cada ponto da curva representa a média sobre uma série de 100 execuções da

avaliação.
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Figura 4.13: Tempo de processamento de quadro (ms) sem nenhum preditor ativo.
Cada ponto da curva representa a média sobre uma série de 100 execuções da

avaliação.
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Figura 4.14: Tempo de processamento de quadro (ms) com somente o preditor
nominal ativo. Cada ponto da curva representa a média sobre uma série de 100

execuções da avaliação.

48



Figura 4.15: Tempo de processamento de quadro (ms) com somente o preditor
robusto ativo. Cada ponto da curva representa a média sobre uma série de 100

execuções da avaliação.

4.6 Deficiências do sistema e dificuldades encontradas

Embora tenha apresentado desempenho satisfatório em diver-
sos testes conduzidos, o sistema possui certas deficiências. A
principal delas é a dificuldade que o algoritmo de segmentação
encontra para identificar o alvo quando o mesmo se aproxima
de outros objetos com cores semelhantes à sua. Uma situação
como essa pode fazer com que o alvo seja confundido com o
fundo da cena ou com objetos ao seu redor, como na figura
4.16. É possível minimizar o problema através de uma cali-
bração das faixas de valores de S e de V consideradas, com
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os seletores que se encontram no topo da janela. A imagem
de distribuição de probabilidade de cor mostra as regiões da
cena que são consideradas como parte do alvo, e portanto é útil
observá-la durante o processo de calibração. Na figura 4.16,
por exemplo, a distribuição revela que o objeto ao fundo de
fato possui alta probabilidade de pertencer ao alvo. Após a ca-
libração, o problema é solucionado, conforme mostra a figura
4.17. Isso porque o alvo possui uma cor mais escura, e, por-
tanto, com menor valor de V em relação ao objeto ao fundo.

Figura 4.16: Situação em que o alvo (bola vermelha) se confunde com um objeto
de cor semelhante ao fundo. À direita, a distribuição de probabilidade de cor do

quadro.

Figura 4.17: Após a calibração das faixas de S e V consideradas, o alvo não mais
se confunde com o objeto ao fundo. À direita, a distribuição de probabilidade de

cor do quadro.
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Existe também certa dificuldade para que sejam determina-
dos convenientemente certos parâmetros dos estimadores, como
as matrizes Q, R, E f e Eg. Em [15], foi utilizado um algoritmo
evolutivo para a determinação dos valores. De fato, apesar de
quase sempre permanecerem bastantes próximas à posição real
do alvo, as estimativas frequentemente se encontram atrasadas
em relação à mesma, como se não determinassem corretamente
sua velocidade. Essa situação é visível na figura 4.18.

Figura 4.18: Predições (círculos azul e verde) atrasadas em relação à posição real
do alvo (círculo vermelho).

4.7 Desenvolvimentos futuros

Além de soluções para os inconvenientes citados na subseção
anterior, outras adições e melhorias poderiam ser adequadas ao
sistema. Por exemplo, a inclusão de algoritmos que busquem,
de forma inteligente, os melhores valores para os parâmetros
ajustáveis dos estimadores. Além disso, outras formulações
de estimadores existem na literatura, e poderiam apresentar re-
sultados mais satisfatórios. Também seria útil o acréscimo da
capacidade de acompanhamento de múltiplos alvos simultane-
amente, o que abriria margem para funções como detecção de
colisão entre alvos. O reconhecimento e a classificação de al-
vos, como em [1], também seria uma adição interessante. Por
fim, embora os preditores tenham sido avaliados e comparados
quando empregados em conjunto com o algoritmo de rastrea-
mento, o potencial dos mesmos como ferramenta adicional ao
processo de acompanhamento não foi plenamente explorado.
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Eles poderiam ser empregados, por exemplo, como um meca-
nismo para reduzir a janela de busca pelo alvo em cada quadro.
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5 Conclusão

Neste trabalho, foram apresentados os principais aspectos de
desenvolvimento e a avaliação de desempenho de um sistema
de acompanhamento de um alvo móvel. Importantes conceitos
relacionados ao processamento de imagens foram empregados,
bem como resultados clássicos, e outros inovadores, da teoria
de estimação linear.

Apesar de apresentar certas deficiências, o sistema se mos-
trou eficiente ao acompanhar o movimento do alvo selecionado
pelo usuário na cena. Mesmo com os preditores ativos, o tempo
de processamento de quadro não ultrapassa os 10 ms, de forma
que não é severa a demanda do sistema por recursos compu-
tacionais. Os estimadores demonstraram ser satisfatoriamente
bem-sucedidos na tarefa de prever a posição do alvo no quadro
subsequente, sendo que a vantagem ficou por conta do filtro
robusto, sobre o tradicional filtro de Kalman, por apresentar
erros de predição ligeiramente menores em presença de ruído
de vibração da câmera, e com tempo de processamento prati-
camente igual ao do outro.

Diversas melhorias e adições poderiam ser incorporadas ao
sistema, sendo algumas delas de aplicação praticamente imedi-
ata. Ainda que demande ajustes na qualidade da segmentação
e do rastreamento, e que um uso realmente efetivo dos predito-
res ainda esteja por ser feito, o sistema pode ser encarado como
uma plataforma promissora para futuros desenvolvimentos.
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